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Finansal tablo hilesi, sirketlerin finansal tablolarindaki verileri kendi ¢ikarlar
dogrultusunda degistirerek yaymlamalaridir. Kurumlara, paydaglara ve ekonomik yapiya
ciddi zararlar veren finansal tablo hilelerinin tespit edilmesi 6nemli bir problemdir. Bunun
icin ¢esitli denetim mekanizmalart  bulunmaktadir. Ancak zaman igerisinde
gelistirilebilecek hile yontemlerine karsi yenilikgi denetim yontemlerine ihtiyag
duyulmaktadir.

Veri madenciligi, finansal tablo hilelerinin tespitinde umut vadeden bir alandir. Veri
madenciliginin smiflandirma analizinde smiflandirma metotlartyyla mevcut verilerden
ortintiiler elde edilir ve bunlar goriilmemis birimlerin siiflandirilmasinda kullanilir. Bu
calismada veri madenciliginin siniflandirma metotlari ile finansal tablo hilesi riski tastyan
sirketlerin tespiti tizerine bir aragtirma yapilmustir.

Veriler Borsa Istanbul’da 2014-2018 arasinda islem géren sirketlerin yayimladiklar finansal
tablolardan elde edilmistir. Tlk olarak yedi siniflandirilma metodu kullanilmis, en basarili
iici secilmistir. Sonraki asamada basarim degerlerinin gelistirilmesi amaciyla hiper
parametre optimizasyonu yapilmistir.

Smiflandirma metotlarindan K-Nearest Neighbor ile yiizde 91,73, Random Forest ile ylizde
90,51 ve XGBoost ile yiizde 90,37 dogruluk oranlarina ulagilmig, en iyi tahmin oram K-
Nearest Neighbor ile elde edilmistir. Son kisimda rasgele alt 6rnekleme ydntemiyle yapilan
kargilagtirmalarda da en iyi performans degerleri K-Nearest Neighbor ile elde edilmistir.
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IDENTIFYING THE COMPANIES WITH THE RISK OF
FINANCIAL STATEMENT FRAUD BY DATA MINING

ABSTRACT

Financial statement fraud is when companies change and publish the data in their financial
statements in line with their interests. Detecting financial statement fraud that causes
serious damage to organizations, stakeholders, and the economic structure is an important
problem. There are various control mechanisms for this. However, there is a need for
innovative control methods against new fraud methods that may be developed over time.

Data mining is a promising field for detecting financial statement fraud. In the classification
analysis of data mining, patterns are obtained from existing data with classification
methods, and these are used in the classification of unseen units. In this study, research was
carried out on the identification of companies with the risk of financial statement fraud
through the classification methods of data mining.

The data were obtained from the financial statements published by companies traded in
Borsa Istanbul between 2014 and 2018. Seven classification methods were used first, and
the three most successful ones were selected. In the next stage, hyperparameter
optimization was carried out to improve the performance values.

Accuracy rates of 91.73 percent with K-Nearest Neighbor, 90.51 percent with Random
Forest, and 90.37 percent with XGBoost were obtained from the classification methods,
and the best prediction rate was obtained with K-Nearest Neighbor. In the last part, the best
performance values were also obtained with K-Nearest Neighbor in the comparisons using
random sub-sampling method.

Keywords: Financial Statement Fraud, Data Mining, Classification.
JEL Codes: M42, H83, C38.

EXTENDED ABSTRACT
Introduction

There are many definitions in the literature about financial statements fraud,
and different definitions have also been made by various institutions. One of
these definitions has been made by the Capital Markets Board of Turkey
(CMB). In the Communiqué on Independent Auditing Standards in the
Capital Markets published by CMB, fraud is defined as “deliberate acts of
deception by those in the management of the enterprise, persons responsible
for management, business employees or third parties in order to gain a fair
or illegal interest”. Financial statements fraud occurs for variety purposes
such as hiding corruption, evading taxes and showing the real situation of
the business differently. Financial statements fraud, regardless of what its
purpose, is a crime factor that causes serious losses when it cannot be
revealed.

The subject of this study is to investigate the determination of the
companies at risk of financial statements fraud by using of the classification
methods in data mining. The study aims to design a comprehensive data
mining application that basically includes feature selection, comparison of
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classification methods and hyper parameter optimization processes in order
to identify companies prone to commit financial statements fraud with the
classification analysis of data mining. As a data source, financial statements
published by 19 fraudulent and 20 regular companies operating in Borsa
Istanbul between 2014-2018 were used. Financial ratios were selected as the
input variable, and whether company has committed financial statements
fraud or not was selected as the class variable. The results of the analysis
made with the classification methods in data mining were presented
comparatively.

Literature on Research

There are various academic studies at home and abroad on the use of data
mining for financial statements fraud. One of the studies in Turkey was
carried out by Ata and Seyrek (2009) in order to detect fraudulent financial
statements using data mining with 100 companies traded in IMKB and
operating in manufacturing sector. In the research, decision trees 67.92
percent and artificial neural networks have reached 77.36 percent accurate
classification success.

In a study conducted by Terzi and Sen (2012), using data from IMKB in
manufacturing sector, 25 companies with a risk of financial statements fraud
and 25 companies with no risk were used, artificial neural networks and
decision tree methods were selected for classification. In another study
conducted by Terzi and Sen (2015), the use of artificial neural networks was
investigated in the determination of financial statements fraud. 12 financial
ratios were used in the data set consisting of 26 company information in
Borsa Istanbul.

There are various studies abroad using different methods such as feature
selection (Ravisankar et al., 2011; Rizki et al., 2017; Yao et al., 2018),
neural networks (Jan, 2018; Kirkos et al., 2007; Lin et al., 2015; Perols,
2011; Ravisankar et al., 2011; Rizki et al., 2017), genetic algorithms (Hoogs
et al., 2007; Ravisankar et al., 2011), decision trees (Bai et al., 2008; Jan,
2018; Lin et al., 2015; Perols, 2011; Yao et al., 2018), fuzzy (Lenard et al.,
2007), logistic regression (Lin et al., 2015; Perols, 2011) and support vector
machines (Perols, 2011; Rizki et al., 2017).

Operations such as feature selection, comparison of multiple methods and
models, and hyper parameter optimization in data mining are observed in
practical applications. In the literature, there is no comprehensive study
including all of these transactions in data mining studies on financial
statements fraud. Furthermore, innovative methods such as XGBoost
classification method, RobustScaler, RandomizedSearch, which have been
successfully applied recently and attracted attention, have also been
included in the study.
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Method of The Research

The analysis process consists of six stages. First of all, data obtained from
companies’ financial reports were compiled. The data source used in the
study is the quarterly financial statements shared publicly by companies
traded in Borsa Istanbul between 2014 and 2018 on the access page of the
Public Disclosure Platform (kap.org.tr). The research unit is a one-time
financial statement of a company. The properties (variables) of the unit
consist of financial ratios and a class variable which is indicating fraud
status.

In the second stage, the variables to be evaluated in the model development
process were determined. These variables were selected from financial
ratios that are frequently encountered in the literature. The values obtained
as a result of the calculations using the values in the balance sheet and
income tables were added to the data set as the properties of the research
units. Recursive Feature Elimination (RFE) method was used for feature
selection, and 11 features obtained as a result of the process were used as
inputs.

The third stage covers the implementation of the transformation processes
required in order to make the data suitable for the analysis. The basic data
transformation process performed at this stage was the scaling of the data.
The most common methods used in data scaling are normalization and
standardization. Since standardization is extremely sensitive to outliers in
the data set, RobustScaler scaling method, which is not affected by outliers,
was used.

In the fourth stage, the first comparison was made with the default settings
of seven classification methods, and then three methods with the best
accuracy scores were selected. Random Forest (RF), K-Neighbors (KNN),
XGBoost (XGB), Support Vector Machine (SVM), Multi-Layer Perceptron
(MLP), Decision Tree (CART), and Gaussian Naive Bayes (NB)
classification methods were used for the first comparison. RF, KNN and
XGB, the first three methods with the highest accuracy, were chosen for the
next stage.

In the fifth stage, hyper parameter optimization was performed in order to
increase the predictive power of the selected methods. Each change in hyper
parameter value generates a new model that needs to be evaluated. In the
case of few options, this process does not take long, but there are many
combinations of hyper parameters in the study. In these conditions, the
number of models that need to be evaluated increases exponentially, and
consequently technology and time sources limit the procedure. In order to
overcome this handicap, hyper parameter optimization was done by using
the “RandomizedSearch” method developed by Scikit-Learn and optimum
hyper parameter values were obtained.
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In the last stage, optimized models were compared with different training-
test ratios and the results were evaluated. In the second comparison, models
were compared with different training-test ratios by using random
subsampling method. The training-test ratios chosen are 80-20, 70-30, 60-40
and 50-50. The random data set selection was repeated 10 times for each
model, and the -calculated evaluation criteria were compiled for
interpretation.

Findings of The Research

In the first classification analysis, models were compared with 10-fold
cross-validation method using the default hyper parameter values of the
classification methods. Accordingly, the highest classification score is 89.83
percent obtained by RF method. Then, 88.87 percent and 86.44 percent
correctly classification ratios were achieved with KNN and XGB methods
respectively.

After that, hyper parameters choices were created, and then hyper parameter
optimization was performed with RandomizedSearch method to evaluate the
success of the models consisting of diverse hiper parameter combinations.

As a result of the hyper parameter optimization; KNN, RF and XGB
reached 91.73, 90.51 and 90.37 accuracy scores respectively. It was
observed that the performances of all of the models were improved as a
consequence of the hyper parameter optimization process.

Then, the models were compared with different training-test ratios using the
random subsampling method. It was observed that the success of RF and
XGB methods has decreased somewhat with the decrease in training data
ratios, however, the correct classification success of KNN method remains
high despite the decrease in training data ratios. In addition, KNN method
was found to have higher accuracy scores and lower standard deviations
compared to other methods.

It was discovered that the most successful results for all methods were
obtained in calculations with training-test ratios of 80-20. It has been
observed that higher number of units in the training data set made the
classification model more successful. When the learning ratios was
gradually reduced in the study, the success ratios also decreased
progressively.

As a result, it has been seen that the classification analysis of data mining
for financial statements fraud can be successfully applied. In this study,
variety applications and methods were used from the first stage to the final
stage, but the appropriate applications and methods may vary according to
the analysis conditions.
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Conclusion

Detection of financial statements fraud is an important issue for companies,
stakeholders and economies of countries. Conventional audit methods may
be insufficient in detecting financial statements fraud, so innovative and
more effective methods may be required. Data mining, which has been
successfully applied in many areas, is also promising in this area. In this
study, data mining classification analysis was conducted to determine the
companies that have the risk of financial statements fraud. Financial
statements published between 2014-2018 by companies traded on Borsa
Istanbul were used as data source, and as input, 16 financial ratios for each
financial statements of each company in each period were calculated and
added to the data set. In order to determine which financial variables will be
included in the analysis, feature selection was made with the Recursive
Feature Elimination algorithm, and 11 financial attributes were selected as
input variables.

The first comparison was made using seven different classification methods
with default settings. In order to use in the next stage, K-Nearest Neighbor
(KNN), Random Forest (RF) and XGBoost (XGB) methods with the highest
performance values were selected. As a result of the hyper parameter
optimization performed with RandomizedSearch method, correct
classification ratios were achieved at 91.73 percent with KNN, 90.51
percent with RF and 90.37 percent with XGB. In the second comparison, the
models were compared using the best hyper parameter values in various
training-test ratios. Accordingly, KNN models were found to have the best
scores in all training-test ratios. In addition, KNN was found to be the least
affected classification method by the reduction in the proportion of training
data.

The study has two main constraints. The first is about data collection and
accuracy. Each outlier was not examined in detail, since the data was shared
by the companies on their own initiative. The other constraint is the
classification of companies. The companies that are reported to have not
committed financial statements fraud were classified in this manner as no
fraudulent status could be detected.

As a result, in order to be protected from the damages caused by financial
statements fraud, it must be revealed first. Therefore, it is necessary to
benefit from innovative and effective solutions. With this study conducted
with data mining, a high classification scores were obtained, and new
methods rarely found in the literature were included. In terms of its
contribution to academic research, this is an original study, as it is a
comprehensive data mining classification study aimed at identifying
companies at risk of financial statements fraud and is intended to be
enlightening for future studies.
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1. GIRIS

Hile ile ilgili olarak literatiirde pek c¢ok tanim bulunmakta olup, ayrica
cesitli kurumlar tarafindan da degisik tanimlar yapilmistir. Bu tanimlardan
biri Sermaye Piyasas1 Kurulu (SPK) tarafindan yapilan tanimdir. SPK
tarafindan yayimlanan Sermaye Piyasasinda Bagimsiz Denetim Standartlar
Hakkinda Teblig’de hile, “isletme yonetimindekiler ile yonetimden sorumlu
kisilerin, isletme calisanlarimin veya {i¢iincli sahislarin kasith olarak adil
veya yasal olmayan bir menfaat saglamak amaciyla aldatma igeren
davranislarda bulunmalar1” seklinde tanimlanmustir. Association of Certified
Fraud Examiners (ACFE) tarafindan yayinlanan rapora goére de muhasebe
hilesi; varlik suistimali (asset appropriation), yolsuzluk (corruption) ve
finansal tablo hilesi (financial statement fraud) olarak ii¢ temel kategoriye
ayrilmistir (ACFE, 2020, s. 10). Finansal tablo hileleri, sirketlerin aldatici
finansal tablo bilgileri yaymlayarak haksiz sekilde kazang elde etmesiyle
gerceklesen bir su¢ unsurudur (Cotton, 2002). Hileler, yolsuzluklart
gizleme, vergi kacirma ve isletmenin ger¢ek durumunu farkli gosterme gibi
amaglarla yapilmaktadir.

Finansal tablolarin giivenilir olmamasi ve bu tablolarda manipiile edici
islemlerin varligt mikro diizeyde yatirimeci, bor¢ veren, saticilar ve
calisanlarin zarar gérmesine neden olurken, makro diizeyde ise kaynaklarin
yanlis yere aktarilmasina ve tiim toplumun zararina neden olmaktadir
(Hatunoglu, Koca & Killi, 2012, s. 177). ACFE tarafindan yayinlanan
raporda, finansal tablolarin manipiile edilmesi yoluyla gerceklesen hilelerin,
tiim muhasebe hilelerine oraninin sadece yilizde 10 olmasina ragmen, verdigi
finansal zararin oldukg¢a yiiksek oldugu belirtilmistir (ACFE, 2020, s. 10).
Diinya capinda biiylik sirketlerde yapilan finansal tablo hileleri biiyiik
zararlar vermistir. Ornegin; Enron, WorldCom, Qwest, Global Crossing ve
Tyco sirketlerindeki finansal tablo hileleri sebebiyle hissedarlar 460 milyar
dolar zarara ugramislardir (Cotton, 2002). Diinyada biiyiikk ¢apli finansal
tablo hilelerini gerceklestiren sirketler ve bu sirketlerin izledigi yontemler
Tablo 1°de gosterilmistir. Tabloda goriildiigii gibi hileler, belli bir menfaat
temini amaciyla belgeler {izerinde bilingli olarak yapilmaktadir. Bu nedenle,
muhasebe sistemi igerisinde kendiliginden ortaya ¢ikarilmast miimkiin
degildir (Hatunoglu, Koca & Killi, 2012, s. 177). Finansal tablolarin ve bu
tablolarin dayanagini olusturan kayit ve belgelerin giivenilir olup olmadigi
sistematik olarak incelenerek kamunun aydinlatilmasi amaciyla muhasebe
denetimi yapilmaktadir (Erol, 2008, s. 232). Ge¢miste yasanan biiylik ¢apli
finansal tablo hileleri, denetime tabi tutularak yayinlanan finansal tablolara
olan giivenin sarsilmasina ve bagimsiz denetimden ge¢cmis finansal tablolara
siiphe ile bakilmasina neden olmus, finansal tablo hilelerinin Onceden
tespitini saglayacak erken uyari sistemlerinin gerekliligini ortaya ¢ikarmigtir
(Ugurlu & Sevim, 2015, s. 66).
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Tablo 1: Diinyada Biiyiik Capli Finansal Tablo Hilelerinden Ornekler

Sirketler

Finansal Tablo Hilelerinde izlenen Yéntemler

Aurora Foods, Inc.

Kazanglarin oldugundan ytiksek, ticari pazarlama
harcamalarinin ise oldugundan diisiik gosterilmesi

Cendant
Corporation

1995-1997 arasindaki kazancin abartilarak 500 milyon dolarin
iizerine ¢ikarilmasi yoluyla kazang yonetimi yapilmasi

Enron Corporation

Borcu gizlemek, ortak Ozkaynak yaratmak ve kazanglari
sisirmek i¢in 6zel amagl kuruluslarin (ortakliklarin)
olusturulmasi

Global Crossing

Hatal1 ve yaniltic1 finansal tablolarin agiklanmasi, piyasa
degerini ylikseltmek amaciyla igeriden bilgi sizdirilmasi

HBO & Company

1997°den Mart 1999’a kadar kazang yonetimi yapilmasi

KnowledgeWare

Sahte yazilim satig1 yapilarak rapor edilen kazanglarin
sigirilmesi

MicroStrategy, Inc.

Gelirlerin oldugundan fazla gdsterilmesi

Sunbeam Gergeklesmemis satiglarin gelir kaydedilmesi yoluyla kazang
Corporation yonetimi yapilmasi
WorldCom Finansal kayitlarin yasa dis1 tahrif edilerek gelirlerin 7 milyar

dolardan fazla sigirilmesi

Kaynak: Rezaee (2005, s. 281)

Mubhasebe hilelerinin tespitinde reaktif ve proaktif olmak iizere iki yaklagim
bulunmaktadir. Reaktif yaklasimda hile belirtileri ortaya ¢iktiktan ya da bir
sikdyet alindiktan sonra ayrintili hile incelemesi yapilirken, proaktif
yaklagimda bir durum ve olasilik 6nceden tahmin edilerek ona gore belirli
¢ikarimlar ve duruslar hazirlanir (Abdioglu, 2007, s. 122). Bu yaklagimda
hile belirtileri ortaya c¢ikmadan teknolojik imkanlardan yararlanilarak
isletmede yapilabilecek hileler analiz edilir ve hilelerin yapilmamasi i¢in
onlemler almir (Ertikin, 2017, s. 72). Proaktif yaklasimda, istatistiki
yontemler, mali analiz yontemleri, bilgisayar destekli denetim teknikleri,
yapay zeka, bulamik mantik, uzman sistemler, dijital analiz yontemleri
(Benford Kanunu) ve veri madenciligi yontemi gibi yontemler kullanilir
(Isgiiden Kilic & Anadolu, 2018, s. 62).

Veri Madenciligi teknikleri diger yontemlere goére daha az hata pay1
icermesi nedeniyle muhasebe denetiminde yaygin kullanim alan1 bulmustur
(Ulucan, Ozkul & Pertekin, 2009, s. 72). Bu calismanm konusu da veri
madenciliginin siiflandirma metotlar1 ile finansal tablo hilesi riski tagiyan
sirketlerin tespitini arastirmaktir. Caligma, finansal tablo hilesi yapma
thtimali yiiksek olan sirketleri veri madenciliginin siniflandirma analizi ile
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tespit edebilmek i¢in temel olarak 6zellik se¢imi, siniflandirma metotlarin
kiyaslanmasi ve hiper parametre optimizasyonu islemlerini i¢eren kapsamli
bir veri madenciligi uygulamasi tasarlamayr amaglamaktadir. Veri seti
olarak Borsa Istanbul’da 2014-2018 arasinda faaliyet gosteren 19 hileli ve
20 diizenli sirketin yayinladiklar1 finansal tablolar kullanilmistir. Finansal
oranlar girdi degiskeni, sirketin finansal tablo hilesi yapip yapmadig: ise
siif degiskeni olarak secilmistir. Veri madenciliginin siniflandirma
metotlar1 ile yapilan analizlere iliskin sonuglar karsilastirmali olarak
sunulmustur.

Veri madenciliginde yer alan 06zellik se¢imi, birden ¢ok metodun
karsilastirilmasi, hiper parametre optimizasyonu gibi islemler pratik
uygulamalarda gbzlenmektedir. Literatiirde finansal tablo hileleri ile ilgili
veri madenciligi caligmalarinda bu islemlerin tiimiinii igeren kapsamli bir
calismaya rastlanmamistir. Bunun disinda son zamanlarda basariyla
uygulanan ve dikkatleri iizerine ¢eken XGBoost siniflandirma metodu,
RobustScaler, RandomizedSearch gibi yenilik¢i metotlara yer verilmistir.

2. LITERATUR TARAMASI

Finansal tablo hileleri i¢in veri madenciliginin kullanilmasi konusunda yurt
icinde ve yurt disinda ¢esitli akademik ¢alismalar mevcut olmakla birlikte
yurt i¢inde bu alanda az sayida caligma bulunmaktadir. Yurt i¢indeki
calismalardan biri Ata ve Seyrek (2009) tarafindan yapilmistir. Yazarlarin
IMKB’de islem goren ve imalat sektdriinde faaliyet gosteren 100 sirketin
verilerini kullanarak hileli finansal tablolar1 veri madenciligi ile tespit etmek
amaciyla yaptiklar1 caligmada karar agaclar yiizde 67,92 ve yapay sinir
aglan yiizde 77,36 dogru siiflandirma basarisina ulasmistir. Yazarlar ayrica
kaldirag oran1 ve aktif karlilik oraninin finansal tablo hilelerinin tespitindeki
Onemini vurgulamislardir.

Terzi ve Sen (2012) tarafindan yapilan c¢aligmada IMKB’de imalat
sektoriinde islem goren, hile riski bulunan 25 ve hile riski bulunmayan 25
sirket verileri kullanilmig, siniflandirma igin yapay sinir aglar1 ve karar
agaci metotlar1 secilmistir. Stoklarin vadeli borglara orani, aktif karlilik
orant ve duran varliklarin aktiflere oranmin girdi degiskenleri olarak
secildigi ¢alismada; yapay sinir aglarinin riskli sirketleri belirlemede karar
agacina gore daha basarili oldugu bulunmustur. Terzi ve Sen (2015)
tarafindan yapilmis bir diger ¢alismada adli muhasebe hilelerinin tespitinde
yapay sinir aglarmin kullanimi arastirilmistir. Borsa Istanbul’daki 26 sirket
bilgilerinden olusan veri setinde 12 finansal oran kullanilmis ve elde edilen
bulgular paylasilmistir.

Yurt disindaki ¢alismalarda ise; Kotsiantis vd. (2006) hileli finansal tablo
yaymlayan sirketlerin tespitinde makine Ogrenme yontemlerini test
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etmiglerdir. Kaynak olarak 164 Yunanl sirketin 2001-2002 yillarinda
paylastiklart veriler kullanilmistir. Bunun i¢in bir dizi ¢6ziim yodntemini
kapsayan melez (hybrid) karar destek sistemi olusturulmustur. Calismada
finansal hile tespitinde finansal oranlarin 6nemi vurgulanmistir.

Hoogs vd. (2007) potansiyel finansal tablo hilelerini belirlemek igin bir
genetik algoritma modeli gelistirmislerdir. Genetik algoritma, smif
ozelliklerinin seciminde siif simirlarin1 belirlemek i¢in kullaniimistir.
Caligmanin sonucunda yiizde 63 ger¢ek pozitif (TP) ve yiizde 5 hatali
pozitif (FP) oranlar1 elde edilmistir. Bu teknigin finans ve iretim dahil
olmak flizere c¢ok boyutlu davranis analizi i¢cin bir temel teskil ettigi
belirtilmistir.

Kirkos vd. (2007) calismalarinda hileli finansal tablolar yayinlayan
sirketlerin tespiti i¢in vert madenciligi smiflandirma tekniklerinin
verimliligini arastirmiglardir. Siniflandirma yontemlerinden karar agaclari,
sinir aglart ve bayes aglarmin kullanighligl incelenmis, {ic modelin
performanslar1 karsilastirilmistir.

Lenard vd. (2007) galismalarinda halka agik bilgilerle teknolojik hizmet
sirketlerindeki hileli finansal raporlar1 tespit etmeye yonelik bir aragtirma
yapmislardir. Finansal ve finansal olmayan degiskenler kullanilmis, bulanik
mantik metoduyla hileli sirketler ylizde 76,7 dogrulukta tahmin edilmistir.

Bai vd. (2008) hatali finansal tablolar1 tanimlamak ve tahmin etmek igin
CART yontemini tercih etmislerdir. Veri seti olarak 24 hatali ve 124 hatasiz
finansal rapor kullanmiglardir. Yapilan karsilastirmada logit regresyon
yontemiyle daha basarili sonuglar elde edildigi goriilmiistiir.

Deng ve Mei (2009) kiimeleme gecerlilik Ol¢iisiine dayali 6zdiizenleyici
harita (self organizing map) ve k-ortalama kiimelemeyi birlestiren bir model
tasarlamiglardir. Veri seti olarak 1996-2006 yillar1 arasinda iglem goren
halka agik 100 Cinli sirketin finansal tablolar1 kullanilmistir. Degisken
olarak 47 finansal oran secilmis, yapilan modelden elde edilen deneysel
sonuclar sunulmustur.

Gaganis (2009) calismasinda, tahrif edilmis finansal tablolarin belirlenmesi
icin logit analiz kullanarak 10 alternatif siniflandirma modeli gelistirmistir.
Yunanl sirketlere ait 2001-2004 yillar1 aras1 yarist hileli 398 finansal tablo
kullanilmis, finansal ve finansal olmayan degiskenlerle yapilan analizlerin
karsilagtirma sonuglar1 ayrintili olarak sunulmustur.

Perols (2011) calismasinda alti popiiler istatistik ve makine 6grenme
modelini farkli siniflandirma maliyeti varsayimlari altinda karsilagtirmistir.
Sonuglara gore lojistik regresyon ve destek vektor makinesi performansinin
yapay sinir aglari, torbalama, C4.5 ve istiflemeye (stacking) gore daha iyi
oldugu saptanmaistir.

Ravisankar vd. (2011) ¢alismalarinda finansal tablo sahtekarligina bagvuran
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sirketleri  belirlemek i¢in  g¢esitli  veri madenciligi  tekniklerini
kullanmiglardir. 202 Cinli sirkete ait finansal bilgilerin veri seti olarak
kullanildig1 arastirmada o6zellik se¢imi bulunup bulunmamasina gore
karsilastirmalar yapilmugtir. Ozellik segiminin yapildigi durumda genetik
programlama ve olasilikli sinir aglarinin her ikisinin, 06zellik sec¢imi
yapilmadigr durumda ise olasilikli sinir aglarinin daha basarili oldugu
belirlenmistir.

Lin vd. (2015) caligmalarinda veri madenciligi yontemleri ve uzman
goriislerini kullanarak sahtekarlik analizi yapmislardir. Veri madenciligi ig¢in
lojistik regresyon, karar agaclart ve yapay sinir aglari kullanilmistir.
Calismada yapay sinir aglar1 ve karar agaclari ile diger yontemlerden daha
basarili sonuglar elde edilmis, buna ek olarak uzman degerlendirmelerinin
katkis1 incelenmistir.

Rizki vd. (2017) yaptiklar1 analizde finansal tablo hilelerinin veri
madencili8i ile tespitinde destek vektdr makinesi ve yapay sinir aglarini
kullanmiglardir. Yapilan analiz sonucunda 6zellik se¢imi yapilarak destek
vektor makinesi ile ylizde 88,37, 6zellik se¢imi yapilmadan ise yapay sinir
aglar ile yiizde 90,97 dogru siniflandirma basarisina ulasilmistir.

Jan (2018) sirketlerin ve finansal piyasalarin siirdiiriilebilir gelisimi i¢in
finansal tablo hilelerini tespit etmeye yonelik bir model gelistirmistir.
Tayvan’daki 160 sirketin 2004-2014 aras1 verileri kullanilmis, analiz ic¢in
coklu veri madenciligi teknikleri benimsenmistir. Calismada yapay sinir
aglart ve CART metodunun birlikte kullanildigi model finansal tablo
hilelerinin tespitinde yiizde 90,83 dogruluk ile en iyi siniflandirma sonucunu
vermistir.

Yao vd. (2018) ozellik segimi ile makine Ogrenimi siniflandirmasini
birlestiren optimize edilmis bir finansal hile tespit modeli 6nermislerdir. 120
hileli ve 120 hileli olmayan sirket ile yapilan analizde, 17 finansal degisken
ve 5 finansal olmayan degisken kullanilmistir. Siniflandirmada Random
Forest, o6zellik se¢ciminde ise XGBoost kullanilarak en iyi performans
degerleri elde edilmistir.

3. METODOLOJi

Analiz siireci alti asamadan olusmaktadir (Sekil 1). Baslangi¢ olarak
sitketlerin finansal raporlarindan elde edilen veriler derlenmistir. ikinci
asamada model gelistirme siirecinde degerlendirmeye alinacak degiskenler
belirlenmistir. Ugiincii asama, verilerin smiflandirma metotlarina uygun hale
getirilmesi  icin gerekli olan donilisim islemlerinin uygulanmasini
kapsamaktadir. Dordiincli asamada metotlarin varsayilan yapisal ayarlar ile
ilk kiyaslama islemi yapilmis, en iyi dogruluk oranina sahip fii¢
simiflandirma metodu segilmistir. Besinci asamada, se¢ilen metotlar igin
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hiper parametre optimizasyonu yapilmigtir. Altinct ve son asamada ise
optimize edilmis modeller farkli egitim-test oranlariyla karsilastirilmis ve
elde edilen sonuglar degerlendirilmistir.

\ _ %
\ 4.ilk Veri Analizi \ >-Hiper Parametre & ¢ o 0operin
) Optimizasyonu

1.Veri Segimi iE_E"Z.(fﬁzellik Secimi :\';1-3.Veri Dénigimi )
/ Y / (7 Metot) (3 Metot)

,f’['? Karsilastinlmas: /

Sekil 1: Arastirma Siirecinin Modeli
3.1. Smiflandirma Analizi

Veri madenciligi, kisaca verideki kaliplar1 kesfetme siireci olarak
tanimlanabilir (Witten vd., 2011, s. 5). Veri madenciliginin uygulama
alanlarindan biri olan siniflandirma ise 6nemli veri siniflarin1 tanimlayan
modelleri ¢ikaran bir veri analizi bigimidir. Bu tiir modeller, kategorik sinif
etiketlerini tahmin eder (Han vd., 2011, s. 327).

Bu c¢aligmada veri madenciliginin siniflandirma analizi uygulanmustir.
Siiflandirma analizinde smiflandirma metotlar1 kullanilarak siniflandirma
modeli  gelistirilir. ~ Smiflandirma  modelinin  gelistirilmesi  ve
degerlendirilmesi siireci agiklamalariyla birlikte gorsellestirilmistir (Sekil
2). Gelistirilen model, bagimsiz degiskenleri kullanarak secilen birimi
smiflandirir (Sekil 3). Sekilde X’ler ilgili birimin bagimsiz degiskenlerini
temsil etmektedir.
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JSeg:ilen birimlerin bulundugu veri tablosu:
Veri Seti _____IHer satirda bir birimin segilmig tim dedgerleri
| bulunur.

béliminin modelin egitiminde gériilmemis veri
- (test verisi) olarak ayrilmasi, degerlendirmenin
—="| giivenilirligini artinr.

JModel basarisini belirlemek igin veri setinin bir

Verinin

%n Boliinmesi

%(100-n)

Modelin olugturulmasi

Jo JMDdeIin test edilmesi
== igin kullanilir.

== ligin kullanilir.

Egitim Verisi

Test Verisi

Siniflandirma

Metodu ile Modelin Veg':'”" IM"de'e
Gelistiriimesi lanimas
s ars Test verisindeki her birim igin
Sﬁ'l?il‘:g::':::fmna ——— siniflandirma yapilir.
Modeli
2 ) JTest verisi igin yapilan siniflandirma iglemi
Siniflandirma | _— sonucunda elde edilen sinif degerleri modelin
Sonuglari | bagarisini olgmek igin kullanihr.
| S —

y

. . J Performans dlgiim yontemleriyle
Degerlendirme | —— modelin basarisi degerlendirilir.

Sekil 2: Siniflandirma Modelinin Olusturulmasi ve Degerlendirilmesi
Siireci

Kaynak: Yazarlar

. SINIFLANDIRMA Tahmin Edilen Sinif Degeri
Degiskenler MODELI g (Hileli/Diizenli)

'Xi

N

Sekil 3: Smiflandirma Modelinin Isleyisi
Kaynak: Yazarlar
3.2. Veri Kaynagi

Calismada kullanilan veri kaynagi, Borsa Istanbul’da 2014-2018 arasinda
siireklilik gosteren sirketlerin Kamuyu Aydinlatma Platformu’nun erisim
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sayfasinda (kap.org.tr) halka agik paylastiklar1 ¢eyrek donemlik finansal
tablolaridir. Arastirma birimi bir sirketin bir donemidir. Birimin 6zellikleri
(degiskenleri) finansal oranlar ve siif degiskeninden olusmaktadir.

Sinif degiskeninin degerleri “hileli” ve “diizenli” isimleri ile kodlanmistir.
Hileli sirketler, SPK haftalik biiltenleri, denetim raporlar1 ve denetgi
gorilisleri taranarak belirlenmistir. Diizenli sirketler, ayni sektorlerden
tesadiifi olarak secilen sirketlerdir. Hileli sirket sinifinda, finansal kuruluslar
ve yatirim sirketleri disinda kalan 19 sirket bulunmaktadir (Tablo 2). Secilen
diizenli sirket sayis1 ise 20°dir. Veri setinde 19 hileli sirkete ait toplam 337
donem, 20 diizenli sirkete ait toplam 400 donem bulunmaktadir. Temel
sinifta 337 birimin bulunma sebebi, bu simiftaki sirketlerin bir kisminin
finansal tablolarin1 yi1l ig¢inde tiim donemlerde degil sadece 2 donemde
yayinlamis olmalaridir.

Tablo 2: Hileli ve Diizenli Sirketlerin Sektdrlere Gore Dagilimi

Sektorler Hileli Sirketler  Diizenli Sirketler

Ana Metal Sanayi 1 1
Elektrik, Gaz ve Su 1 1
Gida, icecek ve Tiitiin 3 3
Holdingler 3 3
Idari ve Destek Hizmet Faaliyetleri 2 1
Ingaat ve Baymdirhk 1 2
Kimya Ila¢ Petrol Lastik ve Plastik Uriinler 1 1
Metal Esya Makine Elektrikli Cihazlar ve

Ulasim Araglari 1 1
Tarim, Ormancilik ve Balik¢ihk 2 1
Tas ve Topraga Dayah 1 2
Tekstil, Giyim Esyasi ve Deri 1 1
Toptan ve Perakende Ticaret, Lokantalar

ve Oteller ! 2
Ulastirma, Depolama ve Haberlesme 1 1
Toplam 19 20

3.3. Uygulama Ortam

Verilerin derlenmesi, diizenlenmesi ve analizler i¢in Python programlama
dili ve Jupyter-Python Notebook edit6rii kullanilmistir. Analizde kullanilan
smiflandirma metotlar1 ve verilerin iglenmesi i¢in Python diliyle
gelistirilmis kiitliphanelerden yararlanilmistir.
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3.4. Degiskenler

Analize dahil edilecek finansal degiskenler belirlenmeden 6nce baslangi¢
olarak literatiirde sikca karsilasilan finansal oranlar ve bunlarin nasil
hesaplandigin1 gosteren formiillerden olusan bir tablo hazirlanmistir (Tablo
3). Daha sonra bilango ve gelir tablolarindaki degerler kullanilarak, verilen
formiillere gore yapilan hesaplamalar sonucunda elde edilen degerler,
arastirma birimlerinin 6zellikleri olarak veri setine eklenmistir.

Tablo 3: Finansal Degiskenler

Degisken Ad1 Formiil

Dinen Varliklar

1 Cari Oran
Kisa Vadeli Yabanci Kaynaklar

Stoklar

2 Stoklar/Donen Varliklar -
Dinen Varliklar

5 0z Kaynaklar
3 Oz Kaynaklar/Yabanci1 Kaynaklar z aynakear

Yabanct Kaynaklar

Toplam Borclar

4 Toplam Borglar/Aktifler Aktif Toplam

Net Satislar

Aktif Devir H Aktif Toplami
5 1f Devir Hiz1 Aktif Toplami

Net Satislar

6 Alacak Devir Hizt Yabanct Kaynaklar

Calisma Sermayesi
Aktif Toplami

7 Calisma Sermayesi/Aktifler

Ticari Alacaklar

Alacaklar 1
8 acaklar/Net Satiglar Net Satislar

Net Kar

9 Net Kar/Net Satislar m

Net Kar

10 Net Kar/Aktifler W

Briit Kar

11 Briit Kar/Aktifler W

Stoklar

12 Stoklar/Net Satiglar m

Finansman Giderleri

13 Finansman Giderleri/Faaliyet Giderleri
y Faalivet Giderleri

Odenecek Vergi

14 Odenecek Vergi/Net Satiglar
Net Satislar

Satilan Malin Maliyeti

15  Satilan Malin Maliyeti/Net Satislar Net Satislar

K.V.B.(Cari YiI) — K.V.B. (Onceki Y1l)
Satiglar (Cari Y11) — Satislar (Onceki Yil)

16  Kisa Vadeli Borg Artisi/Satiglarin Artigi
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Veri madenciligi analizinde hangi degiskenlerin analizde bulunmasi
gerektigi onemli bir konudur. Degiskenler arasindaki iliskiler, gelistirilecek
modelin basarisint diisiirebilir. Bunun disinda, bazi1 degiskenlerin veri
setinde bulunmas: sadece gereksiz yere fazladan islem siiresine ve kaynak
tiilketimine sebep olabilir. Ozellik segimi genel olarak daha az sayida
degiskenle iglem yapilmasini sagladigi icin hesaplama siiresi ve islem
miktar1 tasarrufu sayesinde verimliligi artirmaktadir. Bu gibi sebeplerden
otiirlii analizde en etkili degiskenler secilip digerleri elenir, yani 6zellik
se¢imi yapilir.

Calismada ozellik secimi icin Ozyinelemeli Ozellik Eliminasyonu
(Recursive Feature Elimination - RFE) metodu kullanilmistir. RFE,
tekrarlamali olarak daha az sayida 6zellik se¢imini amaglar. Bunun igin
oncelikle tahminleyici baslangictaki Ozellikler seti ile egitilir ve her
ozelligin 6nemi belirlenir. Daha sonra en az Oneme sahip Ozellikler veri
setinden ¢ikarilir. Bu prosediir istenen degisken sayisina ulasildiginda sona
erer (Scikit-Learn, 2020a). RFE algoritmasinin sézde kodu bu metodun
isleyisini 6zetlemektedir (Sekil 4). Ozellik se¢iminin 6zyinelemeli yapilmasi
gereklidir, ¢linkii bazi dlgiitler i¢in her bir 6zelligin goreceli 6nemi, agamali
eleme islemi sirasinda (6zellikle yiiksek korelasyona sahip ozellikler
acisindan) farkli Ozellik alt kiimeleri i¢in Onemli Olgiide degisebilir
(Granitto, Furlanello, Biasioli & Gasperi, 2006, s. 84). Calismada RFE
isleminde tahminleyici olarak Lojistik Regresyon fonksiyonu kullanilmgtir.
Ozelliklerin sayis1 i¢in tiim segenekleri iceren bir déngii kullanilarak en
uygun degisken sayisi 11 olarak bulunmustur. Bu islem sonucunda secilen
degiskenler tablo halinde verilmistir (Tablo 4).

Girdiler:
Egitim seti T
F’nin p 6zellik kiimesi = {f1,.....,fp }
Siralama yontemi M(T, F)
Ciktilar:
Nihai siralama R
Kod:
{1:p} iginde i'yi tekrarla
M(T, F) ile F kiimesini sirala
f* « F i¢inde son siradaki 6zellik
R(p—i+1)—f*
Fe—F-f*
Sekil 4: Ozyinelemeli Ozellik Se¢imi Algoritmasmin Sézde Kodu
Kaynak: Granitto (2006, s. 84)
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Tablo 4: Ozellik Secimi Islemi Sonucunda Secilen Degiskenler

Degisken Degisken Ad1
X1 Aktif Devir Hiz1
X2 Net Kar/Net Satislar
X3 Net Kar/Aktifler
Xs Calisma Sermayesi/Aktifler
Xs Briit Kar/Aktifler
Xe Stoklar/Net Satiglar
X7 Toplam Borglar/Aktifler
Xs Odenecek Vergi/Net Satislar
Xo Stoklar/Doénen Varliklar
X1o Alacaklar/Net Satiglar
X Satilan Malin Maliyeti/Net Satislar

Yapilan incelemelerde aykiri degerlere sahip birimlerin ¢ikarilmasinin,
birim sayisin1 analizin saglikli yapilmasina engel olacak miktarda
distirdiigti goriilmiis, bu sebeple aykir1 degerler analizde tutulmustur.
Tanimlayici istatistikler, aykiri degerlerden etkilenmemesi amaciyla her
degisken i¢in %5-%95 araligindaki veriler kullanilarak hesaplanmistir

(Tablo 5).
Tablo 5: Smiflara Gére Tanimlayici Istatistikler
Minimum Maksimum Ortalama + Standart Sapma
Hileli Diizenli Hileli Diizenli Hileli Diizenli
X1 0,0275 0,0146 1,5753 0,8911 0,4214+0,3418 0,3066+0,2297
X2 0,0673 0,0105 2,1413 1,6843 0,5011+0,4018 0,4565+0,3767
X3 -0,0548 -0,022 0,2988 0,2128 0,0432+0,0673 0,0609+0,0499
Xa -0,1684 -0,059 0,185 0,1547 0,0041+0,0535 0,0314+0,0442
Xs -0,3856 -0,996 0,481 1,2324 0,0118+0,1519 0,0642+0,2892
Xs -1,0062 -1,038 -0,6008 -0,3352 -0,8298+0,0961 -0,7758+0,136
X7 0 0 0,6064 0,5388 0,2549+0,1608 0,1818+0,1542
Xs 0 0 1,5491 1,9393 0,3449+0,3293 0,3402+0,4082
Xo 0,1539 0,0302 2,9908 0,7561 0,4725+0,344 0,4339+0,1785
X -1,5956 -0,086 0,6293 0,4991 0,1145+0,2817 0,1762+0,1451
X1 0 0 0,043 0,0583 0,0048+0,0088 0,0097+0,0132
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3.5. Veri Olceklendirme

Olgeklendirme, verinin analize hazirlanmas1 igin yapilmas: gereken
islemlerden  biridir.  Olgeklendirme  algoritmadaki  hesaplamalarin
hizlandirilmasina yardimci olur (Thara, PremaSudha & Xiong, 2019).
Ayrica degiskenler arasindaki ortalama ve varyans farklarinin ¢ok olmasi
baz1 degiskenlerin digerlerine gore gereginden fazla baskin olmasina neden
olabilir. Olgeklendirme, degiskenlerin belirli bir 6lgege gdre yeniden
diizenlenmesini saglayan islemdir. Olgeklendirmede en ¢ok kullanilan
yontemler normalizasyon ve standardizasyondur. Normalizasyon isleminde
ozellikteki minimum ve maksimum deger 0 ve 1 olacak sekilde degiskenin
tiim degerleri orantili olarak 6l¢eklendirilir. Standardizasyon isleminde ilgili
degiskenin ortalamasi 0 ve standart sapmasi 1 olacak sekilde tiim degerler
dogrusal orantili olarak degistirilir. Tipik olarak bu islem, ortalamanin
¢ikarilmasi ve birim varyansma gore olgeklendirmesiyle yapilir. Bununla
birlikte, aykir1 degerlerin bulunmasi ortalama ve varyansi olumsuz yonde
etkileyebilir (Scikit-Learn, 2020b). Standardizasyon, veri setindeki aykiri
degerlere asir1 duyarlidir. Bu sebeple calismada aykiri degerlerden
etkilenmeyen RobustScaler 6lgeklendirme metodu kullanilmistir.

RobustScaler metodu ortancay: kaldirir ve dlgeklendirmeyi kartil araligina
gore yapar. Varsayilan 6zellige gore kartil aralig1 IQR (Interquartile Range)
olarak gecer ve birinci kartil ile Tg¢ilincii kartil arasindaki araliktir.
Merkezleme ve olgeklendirme, egitim veri setinden elde edilen 6rneklerin
istatistiklerinin her 6zellik i¢in ayr1 ayri hesaplanmasi ile yapilir (Scikit-
Learn, 2020D).

3.6. Simiflandirma Metotlar1

Veri madenciligi, makine 6grenmesi, istatistik, Oriintli tanima, veri tabanlar1
gibi farkli disiplinlerle etkilesim iginde olan kapsamli bir alandir.
Dolayisiyla siiflandirma amacina yonelik ¢ok sayida metot bulunmaktadir.
Birinci  kargilastirma i¢in  yaygin olarak kullanilan = smiflandirma
metotlarindan yedisi se¢ilmistir (Tablo 6). Tabloda siniflandirma metotlari,
kisaltmalar1 ve kiitliphane bilgileri bulunmaktadir. Benzer islemler i¢in ayni
kodlar1 tekrar tekrar yazmak ¢ok zaman alabilen, hatalara agik ve zahmetli
bir siirectir. Bunun i¢in belirli prosediirleri ve islemleri gerceklestirebilen,
Ozellestirilebilen fonksiyonlar bulunan ve genellikle topluluklar tarafindan is
birligiyle gelistirilen kod kiitiiphaneleri bulunmaktadir. Kullanicilar benzer
islemleri yeni bastan kod yazmayla ugrasmadan, kod kiitiiphanelerinden
yararlanarak hizlica yapabilmektedirler. Calismada kullanilan siniflandirma
metotlar1 i¢in bu tiir kiitliphanelerden yararlanilmis, ilgili kiitliphanelerin
baglantilar1 tabloda verilmistir. Bu kiitiiphaneler herkesin kullanimina
aciktir ve ayrica paylasim sayfalarinda hem gelistiriciler hem de kullanicilar
icin bilgilendirici kaynaklar bulunmaktadir.

Muhasebe ve Vergi Uygulamalar: Dergisi

Ankara SMMMO

MIVU:/ 2021-2



:/ 2021-2

MUV

-1

w

FINANSAL TABLO HILESI RiSKi TASIYAN SIRKETLERIN VERI MADENCILIGI iLE BELIRLENMESI

Tablo 6: Smiflandirma Metotlar1 ve Kullanilan Kod Kiitiiphaneleri

Metot Python Kiitiiphanesi

sklearn.ensemble.RandomForestClassifier
Random Forest o
(RF) https://scikit-learn.org/stable/modules/generated/

sklearn.ensemble.RandomForestClassifier.html

sklearn.neighbors.KNeighborsClassifier

K-Neighbors o

(KNN) https://scikit-learn.org/stable/modules/generated/
sklearn.neighbors.KNeighborsClassifier.html

XGBoost xgboost. XGBClassifier

(XGB) https://xgboost.readthedocs.io/en/latest/python/python api.html

Support Vector Skleal’n.svm.SVC

Machine https://scikit-learn.org/stable/modules/generated/

(SVM) sklearn.svm.SVC.html

Multi Layer sklearn.neural_network.MLPClassifier

Perceptron https://scikit-learn.org/stable/modules/generated/

(MLP) sklearn.neural network.MLPClassifier.html

. sklearn.tree.DecisionTreeClassifier
Decision Tree o
(CART) https://scikit-learn.org/stable/modules/generated/

sklearn.tree.DecisionTreeClassifier.html

] ) sklearn.naive_bayes.GaussianNB
Gaussian Naive o
Bayes (NB) https://scikit-learn.org/stable/modules/generated/

sklearn.naive bayes.GaussianNB.html

3.7. Modellerin Degerlendirilmesi

Farkli metotlar kullanilarak olusturulan siniflandirma modellerinin
birbirleriyle kiyaslanabilmesi i¢in siniflandirma basarilar1 6l¢iilmelidir. Bu
sebeple iki konuda karar vermek gerekir. Bunlardan birincisi kullanilacak
performans Olgiitlerinin secilmesi, digeri ise bu dlgiitlerin hesaplanabilmesi
icin  kullamilacak veri setinin (egitim-test) kullanim yOnteminin
belirlenmesidir.

3.7.1. Degerlendirme Olgiitleri

Uygulama ikili siniflandirma problemidir ve performans 6lgiitleri buna goére
hesaplanmalidir. Hesaplamalar icin ger¢ek siniflarin, tahmin edilen
smiflarin ve dogru-yanlis smiflandirilan 6rnek sayilarmin gosterildigi
Karisiklik Matrisi (Confusion Matrix) kullanilmistir (Tablo 7). Karigiklik
matrisinde pozitif ve negatif olarak isimlendirilen iki sinif bulunur.
Calismada pozitif, finansal tablo hilesi tespit edilen sirketlerin siifidir, yani
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hileli smifindaki birimlerdir. Negatif ise finansal tablo hilesi tespit
edilmeyen sirketlerin sinifidir, yani diizenli sinifindaki birimlerdir.

Tablo 7: Karisiklik Matrisi (Confusion Matrix)

Tahmin Edilen — + / hileli - / diizenli
o TP - True Positive FN - False Negative
+/ hileli
Gercek (Gergek Pozitif) (Hatal1 Negatif)
Sunif FP - False Positive TN - True Negative
- / diizenli .
(Hatali Pozitif) (Gergek Negatif)

Kaynak: Witten vd. (2011, s. 164)

Modellerin genel performansi igin temel karsilastirma kriteri olarak
dogruluk (accuracy) degerlerine bakilir. Dogruluk, karisiklik matrisindeki
veriler kullanilarak sdyle hesaplanir (Han, Kamber & Pei, 2011, s. 366):
TP+TN

Dogruluk = — 1% __
TP+TN+FP+FN

1)
Diger performans Olciitleri TP-Oran1 (Gergek Pozitif Orani), TN-Orant
(Gergek Negatif Orani) ve F-Olgiitiidiir. TP-Oran1 tahmin sonucunda tespit
edilen gercek pozitif 6rneklerin oranimi vermektedir. Calismada bu oran
hileli sirketlerin dogru tahmin orani olarak diisiiniilebilir. Hesaplanisi
asagidaki gibidir (Han vd., 2011, s. 368):

TP

TP-Oram = (2)
TP4+FN

TN-Oran gercek negatiflerin 6rneklerin oranini1 vermektedir. Caligmadaki
karsiligi, diizenli sirketlerin dogru tahmin oramidir ve sOyle hesaplanir
(Hajek & Henriques, 2017, s. 145):

TN

TN-Oram = (3)
TN+FP

F-Olgiitii (F-Measure) degeri kesinlik ve hassasiyet degerlerinin armonik
ortalamasidir. Dengelenmemis smniflarin oldugu problemlerde F-Olgiitii
degeri daha belirgin farkliliklar gosterebilir. Karigiklik matrisi verileri
kullanilarak soyle hesaplanir (Lipton, Elkan & Naryanaswamy, 2014, s.
227):

2TP

F-Olciitii = ———————
2ZTP+FP+FN

(4)

Modellerin karsilagtirilmasinda performans Olgiitlerine ek olarak hiz,
Olceklenebilirlik ve saglamlik (robustness) kriterleri de g6z Oniinde
bulundurulabilir. Hangi kriterlerin ne derecede dikkate alinacagi problemin
niteligine ve aragtirmanin amacina bagli olarak degiskenlik gosterir.
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3.7.2. Modellerin Dogrulanmasi

Siniflandirma problemlerinin temel konularindan biri modelin olusturulmasi
icin kullanilan egitim verisi ve gelistirilen modelin dogrulanmasi icin
kullanilan test verisinin belirlenmesi iglemidir. Egitim ve test i¢in ayni veri
seti kullanilirsa sonuclar giivenilir olmayabilir, test verisinin egitim
amaciyla kullanilmamis olmasi yani modelin goriilmemis veriyle test
edilmesi gerekir (Witten vd., 2011, s. 148). Egitim ve test verisinin
belirlenmesi i¢in farkli yontemler gelistirilmistir. Bu ¢alismada bu amagla
10-kat ¢apraz dogrulama ve rasgele alt 6rnekleme yontemleri kullanilmigtir.

10-kat ¢apraz dogrulama yonteminde veri 10 parcaya ayrilir ve 10 farkli
denemede her bir par¢ca modelin test edilmesi i¢in, geri kalani ise modelin
egitilmesi i¢in kullanilir. 10 deneme sonucunda tiim yinelemelerin basari
ortalamasi alinarak modelin basaris1 belirlenir.

Holdout yonteminde, veri seti secilen bir oranla egitim ve test verisi olarak
iki bolime ayirir. Rasgele alt ornekleme yontemi, holdout ydnteminin
birden fazla kez uygulanmasi ile elde edilir. Dogruluk tahmini,
yinelemelerin tiimiinden elde edilen dogruluk degerlerinin ortalamasi
almarak bulunur (Han vd., 2011, s. 370). Rasgele alt 6rnekleme yonteminde
yapilan yinelemenin, sonuglarin giivenilirligini artirmasi sebebiyle, rasgele
alt 6rnekleme yontemi her model i¢in 10 kez yinelemeyle uygulanmistir.

4. UYGULAMA SONUCLARI
4.1. Birinci Karsilastirma

Ilk olarak, segilen smiflandirma metotlarmin varsayilan hiper parametre
degerleri kullanilarak, 10-kat capraz dogrulama yontemiyle modeller
karsilastirilmistir (Tablo 8, Sekil 5). Buna gore en yiiksek dogru
simiflandirma orant RF metodu ile elde edilen yiizde 89,83 performans
degeridir. Ardindan sirasiyla KNN ve XGB metotlariyla yiizde 88,87 ve
yiizde 86,44 dogru siniflandirma oranlarina ulasilmistir.

Tablo 8: Simiflandirma Metotlariin Karsilastirmasi

Metot Dogruluk (%) Std. Sapma (%)
RF 89,83 2,41
KNN 88,87 3,19
XGB 86,44 5,40
SVM 85,49 2,71
MLP 84,00 4,29
CART 80,33 4,06
NB 67,17 3,78
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Veri madenciliginin zorluklarindan bir tanesi kullanilan metot i¢in en uygun
hiper parametre degerlerini bulmaktir. Bunun sebebi, en uygun degerleri
bulmak i¢in deneme yanilmadan baska bir y6ntemin bulunmamasidir.
Uygulayicilar i¢in gelistirilen kiitiiphanelerde metotlarin varsayilan hiper
parametre degerleri bulunur. Her ne kadar varsayillan degerler genel
kullanim i¢in en uygun hale getirilmeye calisilsa da dogru smiflandirma
basarisi veri setine, segilen 6zelliklere ve problemin tiiriine gore degiskenlik
gosterebilir. Buna gore yapilan karsilagtirma sonucunda en ytliksek dogruluk
oranina sahip ii¢ metot se¢ilmis, bu lic metot i¢in en uygun hiper parametre
degerlerinin bulunmasi amaciyla bir sonraki adimda optimizasyon islemi
yapilmistir.

Algorithm Comparison

EEZ@EE L - °
085 - @ @

0.80 1 J_ []

0.75 1

0.70 - [
0.65 1 \—‘Ij‘
0.60 1 o

RF KNN  XGB SYM  MLP  CART  NB

Sekil 5: Siniflandirma Metotlarinin Dogruluk Degerlerinin Kutu Grafigi
4.2. Hiper Parametre Optimizasyonu

Model hiper parametresi, modelin disinda olan ve degeri verilerden tahmin
edilemeyen bir yapilandirma degeridir. Belirli bir problem i¢in en iyi hiper
parametre degeri bilinemez. Benzer problemlerden daha Onceden elde
edilmis yakin degerler kullanilabilir ancak, bu se¢enek en iyi sonucu garanti
etmez. En iyiye yakin hiper parametre degerlerine, sadece deneme yanilma
yontemiyle ulasilabilir. Hiper parametrelerin temel 0Ozellikleri soyle
siralanabilir (Brownlee, 2017):

e Model parametrelerinin tahmin edilmesi i¢in kullanilir.
e Genellikle uygulayici tarafindan belirlenir.
o Genellikle sezgisel tarama kullanilarak ayarlanabilir.

¢ Genellikle modelleme problemi i¢in uyarlanirlar.
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Birinci kargilastirma biitiin metotlarin varsayilan hiper parametre degerleri
kullanilarak yapilmistir. Bu degerlerin degistirilmesi dogru siniflandirma
oranlarmi da etkilemektedir. Ancak segenekleri deneyerek gérmek disinda
en uygun hiper parametre degerlerine ulagsma olanagi yoktur. Bu amagla
birinci karsilagtirmada secilen metotlarin hiper parametre degerleri icin
secenek degerler listeleri olusturulmustur. Metotlarda uygulanan her bir
hiper parametre degeri degisikligi, degerlendirilmesi gereken yeni bir
modeli temsil eder. Segeneklerin az oldugu durumda bu islem uzun siirmez
ancak, calismada ¢ok sayida hiper parametre kombinasyonu bulunmaktadir.
Bu durumda kurulmasi gereken model sayis1 katlanarak artmakta, altyap1 ve
zaman kaynagi bu olanagi smirlandirmaktadir. Bu zorlugu asabilmek icin
Scikit-Learn  tarafindan  gelistirilen =~ “RandomizedSearch”  metodu
kullanilarak uygun hiper parametre degerlerine ulasilmaya calisilmistir.

Scikit-Learn kiitiiphanesinin bir metodu olan RandomizedSearch, secilen
hiper parametreler icin olusturulan degerlerin tim kombinasyonlarinin
degerlendirilmesinin miimkiin olmadigr durumlarda, bu kiimeden belirli
sayida model secerek hesaplama zamani ve donanim kaynaklarinda tasarruf
saglar (Sjardin, Massaron & Boschetti, 2016). Ornek olarak, secilen iic
metottan biri olan KNN icin “leaf size”, “metric”, “n_neighbors” ve
“weights” hiper parametrelerinin deger kiimeleri olusturulmustur (Tablo 9).
Bu degerlerle olusturulabilecek tiim kombinasyonlarin analiz edilebilmesi
icin 12 x 3 x 30 x 2 = 2.160 farkl1 modelin kurulmas1 gerekir. Bunun yerine
RandomizedSearch metodu ile 80 modelin degerlendirilmesi yeterli
gorlilmiistiir. Bu denemelerden elde edilen sonuglar ve bu sonuglarin hangi
hiper parametre degerleriyle alindig1 bir sonraki tabloda verilmistir (Tablo
10). Buna gore hiper parametre degerleri; param_ weights: “distance”,
param_n_neighbors: ‘“2”, param_metric: “manhattan” ve param_leaf size:
“20” oldugunda, ytizde 2,35 standart sapma ile ortalama yiizde 91,73 tahmin
basarisi elde edilmektedir. Tablodaki “fit time” degeri modelin
olusturulmas1 i¢in harcanan siireyi, “score time” ise modelin test edilmesi
icin harcanan siireyi gostermektedir.

Tablo 9: KNN igin Hiper Parametre Secenekleri

Hiper Parametre Degerler Secenek
leaf size 5; 10; 15; 20; 25; 30; 35; 40; 45; 50; 55; 60 12
metric euclidean; manhattan; minkowski 3
n_neighbors 1;2;3;4;5;6;7,;8;9; 10; 11; 12; 13; 14, 15; 16; 17; 18; 19; 30

20; 21; 22; 23; 24; 25; 26; 27; 28; 29; 30

weights uniform; distance 2
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Tablo 10: KNN i¢in Hiper Parametre Optimizasyonu Sonuglar1 (En lyi 5)

/2021-2

0

MUV

rank_test_score 1 2 2 4 4
mean_fit_time 0,00300 0,00300 0,00250 0,00300 0,00320
std_fit_time 0,00001 0,00001 0,00050 0,00000 0,00040
mean_score_time 0,00190 0,00200 0,00210 0,00220 0,00240
std_score_time 0,00030 0,00000 0,00030 0,00040 0,00049
param_weights distance distance distance distance distance
param_n_neighbors 2 4 4 4 4
param_metric manhattan minkowski euclidean manhattan manhattan
param_leaf_size 20 25 35 15 10
mean_test_score 0,917327 0,917290 0,917290 0,915939 0,915939
std_test_score 0,023543 0,027863 0,027863 0,032312 0,032312

Ayni islem RF ve XGB metotlar1 icin de yapilmis, arastirilan hiper
parametre setleri ve en uygun hiper parametre degerleri ilgili tablolarda
verilmistir (Tablo 11-Tablo 14). Hiper parametre optimizasyonu sonucunda
KNN yiizde 91,73, RF yiizde 90,51 ve XGB yizde 90,37 dogru
siniflandirma oranlarma ulasmaistir.

Tablo 11: RF i¢in Hiper Parametre Secenekleri

Hiper Parametre Degerler Secenek
bootstrap True; False 2
max_depth 10; 20; 30; 40; 50; 60; 70; 80; 90; 100; None 11
max_features auto; sqrt 2
min_samples_leaf 1;2;4 3
min_samples_split 2;5;10 3
n_estimators 50; 100; 200; 500; 1000 5
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Tablo 12: RF i¢in Hiper Parametre Optimizasyonu Sonuglar1 (En lyi 5)

rank_test_score 1 2 3 4 5
mean_fit_time 0,266038 0525508  1,317636  0,262877  1,315487
std_fit_time 0,003290  0,003174  0,011304  0,001857  0,008386
mean_score_time 0,011521 0,021599 0,053018 0,011940 0,053345
std_score_time 0,000334  0,000240  0,001457  0,000578  0,001655
param_n_estimators 100 200 500 100 500
param_min_samples_split 5 2 2 5 2
param_min_samples_leaf 1 1 1 1 1
param_max_features sqrt sqrt sqrt auto auto
param_max_depth None 50 20 60 20
param_bootstrap False False False False False
mean_test_score 0,905128  0,903776  0,903758  0,903721  0,902407
std_test_score 0,037095  0,041478  0,039253  0,041987  0,037990
Tablo 13: XGB i¢in Hiper Parametre Secenekleri
Parametre Degerler Secenek
learning_rate 0,05; 0,10; 0,15; 0,20; 0,25; 0,30 6
max_depth 3;4;6;8;10 5
min_child_weight 1,3;5 3
gamma 0,0;0,1;0,2;0,3; 0,4 5
colsample_bytree 0,3;0,4;0,5;1 4

Tablo 14: XGB igin Hiper Parametre Optimizasyonu Sonuglari (En Iyi 5)

rank_test score 1 2 3 4 5
mean_fit_time 0,108376  0,071300  0,107259  0,128274  0,148616
std_fit_time 0,004404  0,002040  0,007742  0,001565  0,007425
mean_score_time 0,001771 0,001589 0,001980 0,001684 0,001808
std_score_time 0,000303  0,000051  0,000338  0,000032  0,000115
param_min_child_weight 3 3 1 5 3
param_max_depth 4 4 6 10 6
param_learning_rate 0,3 0,2 0,2 0,2 0,15
param_gamma 0 0 0,1 0,2 0,3
param_colsample_bytree 1 0,5 0,5 1 1
mean_test_score 0,903739 0,903721 0,903702 0,902369 0,902351
std_test_score 0,026472  0,035904  0,016292  0,025429  0,022280
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Veri madenciligi analizinde performans Olgiitleri tek basina basar1 Kriteri
olarak yeterli gdriilmeyebilir. Ornegin, kimi zaman birbirine gok yakin
dogruluk degerlerine sahip metotlarin islem siireleri de 6nem tasiyabilir. Bu
durum uygulamadaki ihtiyaca gore degismektedir. Hiper parametre
optimizasyonu sonug¢ tablolar1 incelendiginde KNN metodunun diger iki
metoda gore daha iyi islem siirelerine sahip oldugu goriilmektedir.

Bu asamada, segilen ii¢ siniflandirma metodu ile elde edilebilecek en iyi
siniflandirma oranlar1 ve bu oranlara ulasabilmek i¢in kullanilabilecek en
uygun hiper parametre degerleri belirlenmistir. Sonraki asamada kurulan
modellerde buradaki hiper parametre degerleri kullanilmaktadir.

4.3. kinci Karsilastirma

Siniflandirma analizinin ikinci karsilagtirma asamasinda, rasgele alt
ornekleme yontemi kullamilarak, modeller farkli egitim-test oranlariyla
kiyaslanmistir (Tablo 15). Segilen egitim-test yiizde oranlari; 80-20, 70-30,
60-40 ve 50-50’dir. Rassal veri seti secimi her model i¢in 10 kez
tekrarlanmis, hesaplanan degerlendirme olgiitleri “ortalama+standart sapma”
formatinda gosterilmistir. Ek olarak, her bir model i¢in 10 kez yinelemeli
dogruluk oranlariyla kutu grafigi olusturulmustur (Sekil 6).

Tablo 15: Farkli Egitim-Test Oranlariyla Modellerin Karsilastirilmasi

Egitim-Test Metot Dogruluk TP-Oram TN-Oram F-Olgiitii

%80-%20 KNN  9041+1,59 89214290  91,5042,41  89,54+1,68
RF 88,1842,30  85,68+4,16  90,23+2,63  86,88+3,06

XGB 8838320  83,0946,97  92,86+3,05  86,67+4,15

%70-%30 KNN  89,23+098  86,74+2,79  91,45+230  88,29+1,05
RF 87,39+1,99  83,56+4,09  90,77+3,33  86,0942,26

XGB  8550+230  81,13+4,56  89,31+1,99  83,91+2,86

%60-%40 KNN  88,64+148 85204239  91,6442,50  87,46+1,81
RF 85,024229  79,93+4,39  89,43+333  83,18+2,99

XGB  83,66£1,32  78,02+1,72  88,59+3,10  81,65+1,35

%50-%650 KNN  8827+1,83  85,7342,90  90,3842,62  87,05+2,08
RF 83,85t1,64  78,76+4,05  8821+2,34  81,74+227

XGB 82,30+1,92 77,39+2,99 86,49+2,36  80,09+2,40
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Sekil 6: Farkli Egitim-Test Oranlarinin Basar1 Grafigi

Tablo ve kutu grafigi incelendiginde, RF ve XGB metotlariin basarisinin,
egitim verisi oranlarinin digsiisiiyle bir miktar azaldigi, bununla birlikte
KNN metodunun egitim verisi Oranindaki diisiise ragmen dogru
siiflandirma basarisinin yiiksek seyrettigi goriilmektedir. Kutu grafigi, her
model i¢in yapilan 10 yinelemedeki aykir1 degerleri nokta seklinde
gostermektedir. Buna gére KNN, TN-Oran1, TP-Orani1 ve F-Olgiitlerinde de
goriildiigl tizere diger metotlara gére daha yiiksek dogruluk ve daha diisiik
standart sapmaya sahip oldugu goriilmiistiir.

Tiim metotlar i¢in en basarili sonuglarin %80-%20 egitim-test oraniyla
yapilan  hesaplamalarda  gergeklestigi  belirlenmistir.  Egitim  veri
kiimesindeki birim sayisinin yiiksek olmasi siniflandirmanin daha basarili
olmasini saglamigtir. Test veri kiimesinin daha ¢ok birimden olusmast
istendiginde yani test oraninin daha yiiksek oldugu durumda egitim
kiimesinden taviz verilmesi, daha az birimle modelin gelistirilmesi gerekir.
Calismada egitim oran1 kademeli olarak diisiiriildiigiinde, basar1 oranlar1 da
kademeli olarak diismiistiir. Bu durumda en iyi siniflandirma basarisi i¢in
yapilan siniflandirma analizinde %380-%20 oraninin tercih edilmesinin
digerlerine gore daha uygun olacagi sdylenebilir.

Sonu¢ olarak, finansal tablo hilelerine yonelik veri madenciliginin
smiflandirma  analizinin  basartyla  uygulanabilecegi  goriilmiistiir.
Siniflandirma analizinde sadece bir metoda bagl kalinmamali, birden ¢ok
yontemin karsilagtirmasi yapilmalidir. Veri madenciligi genis bir uygulama
alanidir. Bu alanda yapilan calismalarda konuya gore her adimda farkli
islemlerin ve yontemlerin uygulanmasi gerekebilir. Bu ¢aligmada, dnisleme
asamasindan model dogrulamasina kadar farkli yontemler bulunmaktadir,
ancak ihtiyaca gore gerekli adimlar ve metotlar degiskenlik gosterebilir.
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5. SONUC

Finansal tablo hilelerinin tespiti sirketler, paydaslar ve iilke ekonomileri i¢in
biliylik onem arz etmektedir. Klasik denetim yontemleri finansal tablo
hilelerinin tespitinde yetersiz kalabilmekte, yeni ve daha etkin yontemlere
thtiyac duyulabilmektedir. Bircok alanda basariyla uygulanan veri
madenciligi bu alanda da umut vadetmektedir. Bu calismada finansal tablo
hile riski tasiyan sirketlerin belirlenmesine yonelik veri madenciligi
smiflandirma analizi yapilmistir. Veri kaynagi olarak Borsa Istanbul’da
islem goren sirketler tarafindan 2014-2018 yillar1 arasinda yayimlanmis
finansal tablolar kullanilmis, girdi olarak her bir sirketin bir donemine ait 16
finansal oran hesaplanip veri setine eklenmistir. Hangi finansal
degiskenlerin analize dahil edilecegini belirlemek igin Ozeyinelemeli
Ozellik Eliminasyonu algoritmasi ile 6zellik secimi yapilmis, 11 finansal
degisken girdi degiskeni olarak belirlenmistir.

Birinci karsilastirma, segilen yedi farkli siniflandirma metodunun varsayilan
degerleri kullanilarak yapilmis, sonraki asama i¢in en yiiksek siiflandirma
basarisina sahip K-Nearest Neighbour (KNN), Random Forest (RF) ve
XGBoost (XGB) metotlar1 segilmistir. RandomizedSearch ydntemiyle
yapilan hiper parametre optimizasyonu sonucunda KNN ile yiizde 91,73, RF
ile yiizde 90,51 ve XGB ile yilizde 90,37 dogru smiflandirma basarisina
ulasilmistir. Tkinci karsilastirmada modeller, belirlenen hiper parametre
degerleri ile farkli egitim-test oranlarinda kiyaslanmistir. Buna gore KNN
metodunun tiim egitim-test oranlarinda en iyi skorlara sahip oldugu
goriilmiistiir. Ayrica KNN, egitim verisi oraninin diisiiriilmesinden en az
etkilenen siniflandirma metodu olmustur.

Calismanin iki temel kisit1 bulunmaktadir. Birinci kisit verilerin elde
edilmesi ve dogrulugu ile ilgilidir. Veriler sirketlerin kendi paylastiklar
veriler oldugu i¢in aykir1 deger konusunda her degerin ayrintili arastirilmasi
yolu izlenmemistir. Diger kisit, sirketlerin smiflandirilmast  kisitidir.
Finansal tablo hilesi yapmadig1 belirtilen sirketler, hakkinda herhangi bir
hile durumu tespit edilemedigi i¢in bu sekilde siiflandirilmstir.

Sonug olarak, finansal tablo hilelerinin verdigi zararlardan korunabilmek
icin oncelikle tespit edilmeleri gerekir. Bunun i¢in de giincel ve etkin
¢oztimlerden yararlanmak gerekir. Veri madenciligi ile yapilan bu g¢alisma
ile yiiksek smiflandirma basarisi elde edilmis, literatiirde az bulunan yeni
yontemlere yer verilmistir. Akademik arastirmalara katkisi agisindan, bu
calisma finansal tablo hilesi riski tasiyan sirketlerin tespit edilmesine
yonelik genis kapsamli bir veri madenciligi siniflandirma arastirmasi olmasi
dolayistyla 6zgiin bir ¢alismadir ve sonraki g¢alismalar icin aydinlatict
olmasi amaclanmistir.
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